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КЛАСТЕРНЫЙ АНАЛИЗ КЛЮЧЕВЫХ ПРИЗНАКОВ АКУСТОЭМИССИОННЫХ  
СИГНАЛОВ ОБРАЗЦОВ ГОРНЫХ ПОРОД. ЧАСТЬ 1. ОБЗОР АЛГОРИТМОВ КЛАСТЕРИЗАЦИИ

М.Е. Чешев, Д.С. Кульков
Проведен анализ алгоритмов кластеризации библиотеки машинного обучения scikit-learn на синтетических 
наборах данных, имитирующих различные варианты кластеризации. В результате анализа были выбраны 
два алгоритма: алгоритм, основанный на анализе спектра матрицы схожести (Spectral clustering) и плотност-
ный алгоритм кластеризации пространственных данных с присутствием шума – density-based spatial clustering  
of applications with noise (DBSCAN). Применение этих алгоритмов для выделения полезных сигналов акустиче-
ской эмиссии на образце гранита и сравнение скорости их работы показало, что алгоритм DBSCAN работает  
в среднем на два порядка быстрее, чем алгоритм Spectral clustering. Область выделения полезных сигналов 
акустической эмиссии обеими алгоритмами отличается: Р1≈50–100, Р2≈40–100 для DBSCAN и Р1≈5–100, Р2≈50–
100 для Spectral clustering. Полученный таким образом оптимальный алгоритм кластеризации используется  
в дальнейшем для выделения полезных сигналов акустической эмиссии образцов горных пород.

Ключевые слова: алгоритмы; кластеры; кластерный анализ; набор данных; ключевые признаки; акустическая 
эмиссия.

ТОО ТЕКТЕРИНИН ҮЛГҮЛӨРҮНҮН АКУСТИКАЛЫК ЭМИССИЯ  
СИГНАЛДАРЫНЫН МААНИЛҮҮ БЕЛГИЛЕРИНЕ КЛАСТЕРДИК ТАЛДОО ЖҮРГҮЗҮҮ. 

1-БӨЛҮК. КЛАСТЕРЛӨӨ АЛГОРИТМДЕРИНЕ СЕРЕП САЛУУ

М.Е. Чешев, Д.С. Кульков
Бул макалада ар түрдүү кластерлөө варианттарын имитациялоочу синтетикалык маалыматтар топтомун-
да, scikit-learn машиналык үйрөнүү китепканасынын кластерлөө алгоритмдерине талдоо жүргүзүлдү. Тал-
доо жүргүзүүнүн жыйынтыгында эки алгоритм тандалып алынды: окшоштук матрицасынын спектрине талдоо 
жүргүзүү ыкмасына негизделген алгоритм (Spectralclustering) жана чуу аралашкан мейкиндик маалыматтарын 
класстерлөөнүн тыгыздык алгоритми (DBSCAN). Бул алгоритмдерди гранит үлгүсүнүн акустикалык эмиссиясы-
нын пайдалуу сигналдарын бөлүп чыгуу үчүн колдонуу жана алардын иштөө ылдамдыгын салыштыруу иште-
ри төмөнкүдөй натыйжа берди: DBSCAN алгоритми SpectralClustering алгоритмине караганда орточо эсеп ме-
нен эки жүз эсе тезирээк болду. Бул эки алгоритмди колдонуу аркылуу бөлүнүп чыккан пайдалуу акустикалык 
эмиссия сигналдарынын аймактары да бири-биринен айырмаланат: DBSCAN үчүн P1≈50-100, Р2≈40-100 жана 
SpectralClustering алгоритми үчүн P1≈5-100, Р2≈50-100. Мындай жол менен талдалып алынган оптималдуу кла-
стердик алгоритми тоотектеринин үлгүлөрүнүн пайдалуу акустикалык эмиссия сигналдарын бөлүп чыгуу үчүн 
колдонулат.
Түйүндүү сөздөр: алгоритмдер; кластерлер; кластердик анализ; маалымат топтому; түйүндүү өзгөчөлүктөр; аку; 
стикалык эмиссия.

CLUSTER ANALYSIS OF KEY FEATURES OF ACOUSTIC EMISSION SIGNALS 
IN ROCK SPECIMENS. PART 1: OVERVIEW OF CLUSTERING ALGORITHMS

M.E. Cheshev, D.S. Kulkov
The authors analyzed application of clustering algorithms of scikit-learn machine learning library on synthetic data sets 
that simulate various clusterization. As a result of analysis we selected two clustering algorithms: algorithm based on 
analysis of similarity matrix spectrum (Spectral clustering) and density algorithm based on clustering of spatial data 
with presence of noise (DBSCAN). The application of these algorithms for extracting useful acoustic emission signals  
of granite specimen and comparing the speed of their work showed that DBSCAN algorithm works on average two 
orders of magnitude faster than Spectral Clustering algorithm. Range of useful acoustic emission signals is different 
for both of algorithms – P1≈50–100, P2≈40–100 for DBSCAN and P1≈5–100, P2≈50–100 for Spectral clustering. 
The optimal clustering algorithm obtained in this way is then used to retrieve useful acoustic emission signals of rock 
specimens.
Keywords: algorithms; clusters; cluster analysis; data set; key features; acoustic emission.
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Введение. Исследование пластических и де-
формационных  процессов,  протекающих  в  гео-
среде, является актуальной задачей современной 
науки. Возникающие при этом акустические ко-
лебания непосредственно связаны с этими про-
цессами, чем и обусловлен интерес к изучению 
акустической эмиссии. Акустическая эмиссия – 
излучение упругих волн, которые возникают при 
различных  пластических  процессах,  протекаю-
щих в процессе перестройки внутренней струк-
туры  сред  [1,  2].  Исследование  акустической 
эмиссии на образцах  горных пород, имитирую-
щих геосреду, исследовалось в ряде работ [3–5]. 
Эксперименты, проводимые в НС РАН, показа-
ли, что волновые формы сигналов акустической 
эмиссии и шума обладают рядом ключевых при-
знаков [6], по которым можно построить гисто-
грамму  распределения  полезных  и  шумовых 
сигналов. Эти распределения могут иметь явно 
выраженные области группировки шумов и по-
лезных  сигналов.  Поскольку  при  дальнейшем 
анализе необходимо руководствоваться повторя-
емостью выборки, ручное выделение этих обла-
стей каждый раз будет различным, и,  как  след-
ствие этого, возникает необходимость автомати-
зировать выделение полезных сигналов методом 
кластерного анализа.

Сравнение имеющихся алгоритмов клас-
терного анализа в пакете scikit-learn. Суще-
ствующий  пакет  машинного  обучения  scikit-
learn  языка  python  предлагает  широкий  набор 
алгоритмов кластерного анализа, а также датасе-
ты  [7]  (наборы данных), имитирующих различ-
ные случаи кластеризации. 

Наиболее распространенным методом выде-
ления кластеров является алгоритм, основанный 
на  минимизации  квадратов  взвешенных  откло-
нений  координат  объектов  от  центров  искомых 
кластеров  –  KMeans  [8],  вследствие  простоты 
реализации и  относительной быстроты работы. 
Кроме  алгоритма KMeans,  применяются  и  дру-
гие  методы:  Аffinity  propagation  [9],  реализую-
щий объединение в кластеры с помощью матриц 
схожести, алгоритм сдвига среднего значения – 
Mean shift [10], алгоритм, основанный на анали-
зе спектра матрицы схожести (Spectral clustering 
[11]),  алгоритм  аггломератавной  кластериза-
ции  [12], плотностный алгоритм кластеризации 
пространственных  данных  с  присутствием шу-
ма – density-based spatial clustering of applications 
with noise (DBSCAN) [13], алгоритм построения 
дерева  характерных  признаков  –  characteristic 
feature  tree  (CFT)  [14]  и  алгоритм  ожидания-
максимизации  –  expectation–maximization 
(EM)  algorithm  или  алгоритм  Гауссовой  смеси 
(Gaussian Mixture) [15]. 

Для  определения  оптимального  алгоритма 
построим  следующие  наборы  данных:  искрив-
ленные  вытянутые  кластеры  (рисунок  1,  груп-
па  I),  шум  с  областями  уплотнения  (рисунок 
1,  группа  II),  вытянутые  кластеры  (рисунок  1, 
группа  III),  равномерно  распределенный  шум 
(рисунок 1, группа IV).

Как показано на рисунке 1, из построенных 
наборов  данных  явно  выраженные  кластеры 
(рисунки  1–2,  I,  II,  III  группы)  были  наиболее 
хорошо  выделены  методами  Spectral  Clustering 
и  DBSCAN.  Рассчитанные  при  этом  скорости 

Рисунок 1 – Кластеризация данных из набора пакета scikit-learn алгоритмами KMeans,  
Affinity Propagation, Mean Shift, Spectral clustering
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работы  алгоритмов  (таблица  1)  показывают, 
что  наиболее  быстродействующим  являет-
ся DBSCAN.

Таблица 1 – Время работы алгоритмов  
Spectral Clustering и DBSCAN  

на наборах данных в пакете scikit-learn
I II III IV

DBSCAN 0,01 0,0101 0,008 0,008
Spectral Clust. 0,549 0,102 0,197 0,146

Выделение кластеров на образце гранита 
алгоритмами Spectral Clustering и DBSCAN. 
Построим гистограммы распределения сигналов 
акустической эмиссии образца гранита (рисунок 
3)  по  двум  ключевым  признакам  –  отношению 
мощности  сигнала  в  пределах  40  мкс.  к  мощ-
ности  всего  сигнала  (Р1)  и  отношению  суммы 
амплитудно-частотного  спектра  в  диапазоне  
от 200 кГц до 1.5 МГц к сумме амплитуд в спек-
тре всего сигнала (Р2) [6]. 

На рисунке 3  видно,  что большинство  сиг-
налов  находится  в  области,  примерно  лежащей 
в  пределах  от  Р1  ≈  65–100  и  Р2  ≈  65–100,  при 
этом  полезные  сигналы  акустической  эмиссии 
располагаются ближе к правому верхнему углу, 
примерно соответствуя Р1 ≈ 70–95 и Р2 ≈ 85–100. 

Для  выделения  данной  области  применим 
выбранные  алгоритмы  кластерного  анализа  на 
образце  гранита  (рисунок  4).  Рисунок  показы-
вает  следующее:  оба  алгоритма  выделили  при-
мерно одинаковые области, за исключением того, 
что алгоритм Spectral clustering включил в кластер 
полностью  левую  часть  распределения,  а  алго-
ритм  плотностной  кластеризации  ограничился 
значением Р2 ≈ 40. Исходя из рисунка 3 и данных 
таблицы 1, получим, что алгоритм DBSCAN вы-
деляет область, содержащую меньшее количество 
шумовых сигналов, и работает в  среднем на два 
порядка быстрее. 

Заключение. Проведенный анализ алгорит-
мов кластеризации показал, что для задач выде-
ления полезных сигналов акустической эмиссии 
на  образцах  горных  пород  наиболее  подходят 
методы  Spectral  clustering  и  DBSCAN.  Исходя 

Рисунок 2 – Кластеризация данных из набора пакета scikit-learn алгоритмами  
Agglomerative clustering, DBSCAN, Birch, Gaussian Mixture

Рисунок 3 – Гистограмма распределения  
сигналов акустической эмиссии  
по ключевым признакам P1 и Р2
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из оценки скорости работы, предпочтителен ал-
горитм  плотностной  кластеризации,  поскольку 
он  работает  в  среднем  на  два  порядка  быстрее 
для  всех  четырех  выбранных  наборов  данных. 
Анализ выделения сигналов акустической эмис-
сии  на  образце  гранита  показал,  что  алгоритм 
плотностной  кластеризации  выделяет  область 
в  границах  Р1  ≈  50–100,  Р2  ≈  40–100,  а  алго-
ритм  спект ральной  кластеризации  Р1  ≈  5–100,  
Р2  ≈  50–100,  т.  е.  область,  наиболее  соответ-
ствующая  положению  полезных  сигналов  аку-
стической  эмиссии,  была  получена  алгоритмом 
DBSCAN.  Исходя  из  полученных  результатов, 
можно  заключить,  что  для  выделения  областей 
полезных  сигналов  для  дальнейшего  анализа 
целесообразно использовать плотностный алго-
ритм  кластеризации  пространственных  данных 
с присутствием шума (DBSCAN).

Работа выполнена в рамках государствен-
ного задания Федерального государственного 
бюджетного учреждения науки Научной стан-
ции Российской академии наук в г. Бишкек (тема 
№ AAAA-A19-119020190064-9).
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